
1. Introducción

Los modelos clásicos de se-
ries temporales, bajo la

bandera de los modelos ARIMA
de [Box and Jenkins, 1976], ba-
san su predicción en la hipótesis
de existencia de una relación de
tipo lineal entre los regresores o
entradas del modelo (como
pueden ser valores pasados de
la salida del modelo, distintos
retardos de variables exógenas,
...) y la variable tomada como
salida del mismo. Esta hipótesis
de linealidad limita en muchos
casos la precisión de la estima-
ción, debido a la existencia de
relaciones no lineales en el pro-
ceso subyacente que se quiere
modelar.

Este artículo presenta un
modelo de predicción de series
temporales que resulta de la ex-
tensión de los modelos clásicos
al campo no lineal. Esta exten-
sión se realiza mediante la susti-
tución de la transformación li-
neal (regresores ➞ salida) por
un aproximador funcional no li-
neal. Como aproximadores fun-
cionales se utilizarán en este ca-
so Redes Neuronales Artificia-
les (cuya descripción queda fue-
ra de los objetivos de este escri-
to), pero el modelo presentado
admite cualquier otro tipo de
aproximador. 

Tras presentar la estructura
del modelo NARMAX se dedu-
cirán las ecuaciones necesarias
para el ajuste de sus paráme-
tros. Posteriormente se analiza-
rá la selección de los regresores
mediante el análisis estadístico
de sensibilidades y se presenta-
rán dos ejemplos de aplicación a
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La predicción de series temporales a corto plazo,
también llamada identificación de sistemas por los
expertos en Automática, es una disciplina que encuentra
cada día más aplicaciones en áreas de planificación,
gestión, producción, mantenimiento y control de
procesos industriales.
Este artículo presenta un modelo de predicción de
series temporales no lineales basado en Redes
Neuronales Artificiales (RNA). La utilización de RNA
como aproximadores funcionales asegura la capacidad
de representación y adaptación del modelo propuesto.
Estas características son requisitos fundamentales para
reproducir la complejidad de los procesos actuales y
poder adaptarse a la continua evolución de los mismos.
La aplicación del modelo y de la metodología de
identificación propuestos a la predicción de la curva de
demanda de energía eléctrica pretende tan sólo servir
de ejemplo al amplio abanico de aplicaciones
industriales que pueden ser tratadas con estos métodos.



series temporales sintéticas. Finalmente se aplica-
rá el modelo propuesto a un problema real como
es la predicción de la curva de demanda de ener-
gía eléctrica.

2. Procesos autoregresivos de media
móvil (ARMA)

E s frecuente en la predicción de series tempo-
rales con modelos no lineales que el análisis

de correlaciones residuales muestre un alto conte-
nido de información en la serie del error de predic-
ción. Esta información, enmascarada bajo forma
de ruido coloreado, puede ser realimentada al esti-
mador de tal forma que su utilización mejore con-
siderablemente la calidad de la estimación.

Esta presencia de información en los residuos
puede ser debida a una elección indebida de la es-
tructura del modelo o a una estimación incorrecta
de los parámetros del mismo. La estructura del mo-
delo puede ser a su vez inadecuada en dos sentidos:
el primer caso se presenta cuando habiendo escogi-
do un conjunto correcto de entradas, el modelo no
tiene la capacidad de aproximación suficiente para
realizar la transformación de entrada/salida requeri-
da. El segundo caso aparece cuando el conjunto de
entradas del modelo es incompleto. Si una variable
que tiene una influencia relevante en la salida no es
suministrada como entrada al modelo, la calidad de
la estimación se verá gravemente afectada. En este
último caso nos vamos a centrar.

En muchos procesos del mundo real, la con-
junción de diversos fenómenos puede tener una
influencia aleatoria impredecible en el valor ins-
tantáneo de la salida del proceso, pero predecible
en valores futuros. Podemos formular matemáti-
camente esta afirmación de la forma:

y(k) =  f (x(k), …, x(k–r), e(k–1), …, e(k–s)) + e(k)

Ecuación 1

donde y(k) � �m es la salida del proceso en el
instante k, x(k) � �n es la entrada externa del pro-
ceso en el instante k (si el proceso tiene propieda-
des autorregresivas, algunas de las componentes

de x podrían corresponder a valores retrasados de
las salidas, por ejemplo, x1(k) = y1(k-1) ) y e(k) �
�m es un proceso de ruido blanco (la contribución
de e(k) a y(k) es impredecible).

El modelado de este tipo de procesos requiere
la realimentación de las señales de error para po-
der estimar valores pasados del ruido. En el caso
lineal se utilizan modelos autorregresivos de media
móvil (ARMA) para tratar series temporales esta-
cionarias y modelos autorregresivos integrados de
media móvil (ARIMA) para el caso no estaciona-
rio ([Box and Jenkins, 1976], [Wei, 1990]). La for-
ma general de un proceso ARMA monovariable
viene dada por:

y(k) = ∑ ai y(k–i) + ∑ bj e(k–j) + e(k)

Ecuación 2

donde e(k) es un proceso de ruido blanco esta-
cionario. Los procesos autoregresivos (AR) son un
caso particular del proceso ARMA con
b1=b2=...=bs=0. Los procesos de media móvil
(MA) son un caso particular del proceso ARMA
con a1=a2=...=ar=0.

3. Estructura del modelo NARMAX

La extensión de los modelos lineales enuncia-
dos anteriormente al campo no lineal puede

ser llevada a cabo mediante la aproximación de la
función f (ver Ecuación 1) por un aproximador fun-
cional no lineal fW, de parámetros W.  La estruc-
tura resultante, que será llamada modelo NAR-
MAX, se muestra en la Figura 1, donde se ha utili-
zado una red neuronal del tipo RBFN ([Moody &
Darken, 1988-1989], [Muñoz, 1996], [Czernichow,
1996]) como aproximador funcional. Cualquier
otro modelo no lineal podría ser utilizado en lugar
de la red neuronal, y los resultados que ahora se
presentan siguen siendo válidos en el caso general. 

El modelo NARMAX produce la estimación vec-
torial de la salida y(k) � �m en el instante k, tomando
como entradas la serie temporal multivariable x � �n

y valores pasados de la salida deseada d � �n. 
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Se han incluido módulos lineales de escalado a
la entrada y a la salida del modelo para estandari-
zar las señales presentadas al aproximador funcio-
nal. Esta transformación, que trata de igualar las
varianzas de las señales tratadas, mejorará de for-
ma significativa la convergencia de la fase de
aprendizaje y jugará un papel sumamente impor-
tante en el caso de utilizar algoritmos de agrupa-
miento o “clustering” en el entrenamiento del
aproximador funcional ([Kaufman, Rousseeuw, 90]).

La función de transferencia del modelo NAR-
MAX viene dada por:

yi(k) = fwi [x1(k), …, x1(k–r1), …, xn(k), …, 

xn(k–rn),  e1(k–1), …, e1(k–s1), …, 

em(k–1),…, em(k–sm)]

Ecuación 3

donde x, e, y son las señales internas estanda-
rizadas que se obtienen a partir de las señales ex-
ternas (notadas con el superíndice ‘*’)  según:

xi(k) = axi xi
*(k) + bxi

ei(k) = aei (di
*(k) – yi

*(k))

yi
*(k) = ayi yi(k) + byi

Ecuación 4

El objetivo de estas transformaciones es obte-
ner señales internas con media cero y desviación
típica unidad.

4. Ajuste de los parámetros de un
modelo NARMAX (fase de
aprendizaje

E l punto de partida del aprendizaje será la ob-
tención de tres conjuntos de datos formados

por pares de entrada y salida deseada: el conjunto
de entrenamiento, el conjunto de test y el conjun-
to de validación. Al tratar con modelos recurren-
tes, estos conjuntos de datos estarán compuestos
por series temporales de la forma:

D = {(x(k), d(k)). k=1, …K}

Ecuación 5

Plantearemos el problema del aprendizaje co-
mo un problema de optimización clásica en el que
iremos minimizando de forma iterativa, respecto
del vector de parámetros libres W del aproxima-
dor funcional, la función de error definida sobre el
conjunto de entrenamiento.

Utilizaremos el conjunto de test para detener la
optimización cuando se alcance un mínimo en la fun-
ción de error definida sobre este conjunto (para evitar
el “sobre-entrenamiento”) y el conjunto de validación
para dar por bueno el modelo finalmente ajustado.

La función de error utilizada será el error cua-
drático medio definido por:
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Figura 1. Estructura del modelo NARMAX
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1
F(D,W) = ———∑∑ (di(k)–yi(k))2

K

Ecuación 6

Al utilizar métodos de optimización de primer
orden (ya sean métodos quasi-Newton de baja
memoria o del descenso del gradiente), será ne-
cesario calcular el gradiente de la función de
error respecto de los parámetros del aproxima-
dor funcional. Este gradiente puede ser puesto
de la forma:

∂F        –1                     ∂yi(k)  
�wF = [——–––] = [——–––—∑∑ (di(k) – yi(k)) ————–––]∂w         K                                   ∂w

Ecuación 7

por lo que los únicos términos que faltan por
calcular son las derivadas de las salidas respecto
de cada parámetro w. La existencia de conexiones
recurrentes en la estructura NARMAX complica
el cálculo de estas derivadas. La idea general es
calcular las derivadas suponiendo constantes las
entradas del aproximador (como en el caso “feed-
forward”), e incluir posteriormente el efecto de la
realimentación calculando la derivada de cada sali-
da respecto de cada entrada recurrente y multipli-
cando estos valores por las derivadas de las entra-
das recurrentes respecto de los parámetros (estas
últimas derivadas habrán sido calculadas en pasos
anteriores). Este procedimiento queda formaliza-
do en la Ecuación 8:

∂yi(k)      ∂yi(k)                          
———–––––– = ———————––– |x +
∂w             ∂w e

∂yi(k)           ∂ej(k–h)
∑∑ ———————–––|x   ———————–––

∂ej(k–h) w        ∂w

Ecuación 8

∂yi(k)
Los términos  ——————–––|x son las derivadas de 

∂w e

las salidas del aproximador funcional respecto de sus

parámetros manteniendo constantes las entradas,
∂yi(k)

mientras que ———————–––|x son las derivadas de las
∂ej(k–h) e

salidas respecto de las entradas recurrentes mante-
niendo constantes las entradas externas y los pará-
metros. Sustituyendo la expresión del error resulta:

∂ej(k–h)      ∂[aej(dj
*(k–h) – yj

*(k–h))]
——————––– = ————–––———————————————
∂w                        ∂w     

∂[aej(dj
*(k–h) – (ayj yj (k–h) + byj))]= ————————————–––————–––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––———————————

∂w     

∂yj(k–h) 
= –aej ayj ————–––——–––—

∂w     

Ecuación 9

y sustituyendo en la Ecuación 8 queda final-
mente:

∂yi(k)      ∂yi(k)                          
———–––––– = ———————––– |x –
∂w              ∂w e

∂yi(k)                  ∂yj(k–h)
∑∑ ———————–––|x   aei ayi ———————–––

∂ej(k–h) w                   ∂w

Ecuación 10

Esta expresión ofrece un algoritmo recurrente
para la evaluación del gradiente del error del mo-
delo NARMAX. Los primeros términos de la serie
de derivadas, ∂yi(k)/∂w, se inicializan a cero para
k=-1, ...,-sj para que el cálculo del gradiente parta
siempre del mismo punto inicial.

Algunos autores entrenan modelos recurrentes
utilizando una versión simplificada del gradiente,
donde desprecian el efecto que conlleva una varia-
ción de los parámetros en futuros valores de las en-
tradas recurrentes (esto equivale a despreciar el se-
gundo término de la Ecuación 8). Esta simplifica-
ción puede tener graves consecuencias durante el
aprendizaje. Por un lado el algoritmo de aprendizaje
puede quedarse estancado en mínimos locales arti-
ficiales donde el primer término de la Ecuación 8 es
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nulo, pero no el segundo. Por otro lado esta prácti-
ca imposibilita la aplicación de eficientes algoritmos
de optimización que son muy sensibles a la preci-
sión del gradiente, como los métodos quasi-New-
ton y del gradiente conjugado ([Luenberger, 1984]).

5. Análisis estadístico de sensibilidades
con el modelo NARMAX

Una vez que un modelo NARMAX ha sido
convenientemente entrenado de tal forma

que es capaz de reproducir la dinámica del sistema
que se está modelando de una forma aceptable, es
posible analizar la influencia de las variables de en-
trada del aproximador para determinar qué retar-
dos de las variables de entrada son realmente rele-
vantes. Este estudio permitirá podar aquellas co-
nexiones a entradas no influyentes en la salida,
aumentando la capacidad de generalización del
modelo finalmente ajustado. 

El conjunto de variables de entrada del aproxi-
mador funcional de un modelo NARMAX está
compuesto por dos tipos de variables estructural-
mente distintas. En primer lugar están las entra-
das externas no recurrentes xi(k-j) (con i=1,...,n y
j=0,1,...,ri) que no dependen ni del vector de pará-
metros W del aproximador, ni del resto de entra-
das en instantes anteriores. En segundo lugar apa-
recen como entradas el conjunto de errores de sa-
lida realimentados ei(k-j) (con i=1,...,m y
j=0,1,...,si) que dependen de valores pasados de
las salidas, que a su vez son funciones del vector
de parámetros W y de valores pasados de cada
una de las entradas del aproximador.

Esta influencia de las salidas en algunas de las
entradas genera interdependencias entre las en-
tradas de tal forma que la influencia de una entra-
da en futuros valores de las salidas puede involu-
crar a otras entradas. El cálculo de las derivadas
de las salidas respecto de las entradas teniendo en
cuenta estas dependencias requiere nuevamente
un algoritmo recurrente.

Sin embargo, para analizar las variables de en-
trada que en el instante k está utilizando el aproxi-

mador para estimar el vector de salidas en el mis-
mo instante k, hemos de analizar las sensibilidades
de las salidas respecto de cada una de las entra-
das, manteniendo constantes el resto de las entra-
das (derivadas en lazo abierto). Por ejemplo, dado
el modelo NARMAX:

y(k) = fw (d(k–1), …, d(k–5), e(k–1),…, e(k–5)), 

con e(k)=d(k) – y(k)

Ecuación 11

ajustado para predecir el valor de salida deseado d(k),
las derivadas que han de ser calculadas para llevar a
cabo el análisis estadístico de sensibilidades son:

∂y(k)                    ∂y(k) 
——————–––| d(k–2), …, d(k–5) ,…, ————— | d(k–1), …, d(k–4)
∂d(k–1) e(k–1), …, e(k–5)            ∂d(k–5) e(k–1), …, e(k–5)   

∂y(k)                    ∂y(k) 
——————–––| d(k–1), …, d(k–5) ,…, ————— | d(k–1), …, d(k–5)
∂e(k–1) e(k–2), …, e(k–5)            ∂e(k–5) e(k–2), …, e(k–4)   

Ecuación 12

que corresponden a las derivadas del aproximador
funcional fW respecto a cada uno de sus argu-
mentos, como en el caso no recurrente.

Los ejemplos siguientes ilustran la capacidad
de aproximación de la estructura NARMAX y la
aplicación del análisis estadístico de sensibilidades
a esta arquitectura.

6. Ejemplos de aplicación

6.1. Ejemplo nº 1

Este primer ejemplo es una serie temporal line-
al ARMA dada por la expresión:

y(t) = 0.5 y(t–3) – 0.4 y(t–4) + 
0.6 e(t–1) – 0.3 e(t–2) + e(t)

Ecuación 13
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donde e(t) es un proceso de ruido blanco estacio-
nario distribuido según una N(0,1).

Se generó una serie d(t) de 5000 muestras uti-
lizando la Ecuación 13. Las 3000 primeras fueron
utilizadas como conjunto de entrenamiento, las
1000 siguientes como conjunto de test, y las 1000
últimas como conjunto de validación. Se entrenó
un modelo NARMAX como la descrita por la
Ecuación 11 (5 entradas autoregresivas y 5 entra-
das de media móvil) utilizando como aproximador
funcional una red RBFN con 10 entradas y 5 uni-
dades ocultas.

El primer objetivo de este experimento es eva-
luar la capacidad de representación de este mode-
lo no lineal en un caso lineal. La mejor estimación
de d(t) que se puede obtener es aquella que pro-
duce como error de estimación la componente im-
predecible e(t). Un buen método para evaluar la
calidad de la estimación obtenida es pues compa-
rar el error de estimación del modelo NARMAX,
e(t), con el ruido original de la serie, e(t). El se-
gundo objetivo del experimento es evaluar la utili-
dad del análisis estadístico de sensibilidades como
herramienta de selección de variables de entrada.
En este caso este análisis debiera identificar como
variables irrelevantes las entradas autorregresivas
y(t-1), y(t-2) e y(t-5) y las de media móvil e(t-3),
e(t-4) y e(t-5). La Figura 2 recoge gráficamente
los resultados así obtenidos.

La Figura 2.a es una muestra de la estimación
obtenida sobre el conjunto de test. El error de es-
timación correspondiente queda reflejado en la Fi-
gura 2.b, donde se ha superpuesto el ruido original
de la serie (e(t)). El modelo NARMAX ha sido ca-
paz de reproducir el ruido original de la serie, pro-
bando de este modo sus capacidades de aproxi-
mación en este ejemplo lineal.

La Figura 2.c y la Figura 2.d muestran las dis-
tribuciones de las sensibilidades de la salida frente
a variaciones en cada una de las entradas (AR y
MA respectivamente). Las distribuciones de las
derivadas asociadas a variables de entrada irrele-
vantes (y(t-1), y(t-2), y(t-5), e(t-3), e(t-4), y e(t-
5) en este caso) están centradas en cero y tienen
una desviación típica muy reducida (ver Figura
2.f). Por otro lado, las distribuciones asociadas a

variables de entrada influyentes en la salida del
proceso han quedado centradas sobre las deriva-
das del modelo original (que coinciden con los co-
eficientes de regresión), transformadas por los
módulos de estandarización. Esta discrepancia en-
tre las distribuciones de las sensibilidades de la sa-
lida del proceso, frente a variaciones en  entradas
irrelevantes e influyentes, facilita la identificación
del subconjunto de variables de entrada irrelevan-
tes, mediante el análisis de los indicadores mostra-
dos en la Figura 2.e y Figura 2.f.

6.2. Ejemplo nº 2

La serie temporal:

y(t) = b e(t–1) x e(t–2) + e(t)

Ecuación 14

analizada por Priestley ([Priestley, 1978]) es un
buen ejemplo para ilustrar las capacidades no line-
ales del modelo NARMAX con redes RBFN. 

Si e(t) es un ruido blanco estacionario con me-
dia nula, entonces las autocorrelaciones E[y(t)
y(t-k]) son nulas para todo valor de k no nulo. Es-
to significa que, desde un punto de vista de análi-
sis lineal, el proceso y(t) es un proceso de ruido
blanco y que por lo tanto la mejor estimación es
y(t)=0 para todo t.

Se ha aplicado el mismo procedimiento que en
el ejemplo anterior a una serie datos generada me-
diante la Ecuación 14, con b=0.7. El modelo
NARMAX ajustado contiene una RBFN como
aproximador funcional, con 5 entradas AR, 5 en-
tradas MA y 5 unidades ocultas. Los resultados
obtenidos se muestran en la Figura 3.

Es importante resaltar cómo esta estructura
ha sido capaz de extraer toda la información con-
tenida en valores pasados de la serie, reproducien-
do el ruido de la serie original (Figura 3.b), y lle-
vando a cabo la transformación no lineal necesaria
para obtener una estimación de la componente
predecible de la salida (Figura 3).
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Figura 2: Aplicación del modelo NARMAX con RBFN(5 entradas AR, 5 entradas MA, 5 unidades ocultas) a la serie temporal:
y(t) = 0.5 y(t-3) - 0.4 y(t-4) + 0.6 e(t-1) - 0.3 e(t-2) + e(t) con e(t):N(0,0.1)

(a) Estimación de la salida (b) Estimación del ruido (c) Distribución de sensibilidades de entradas AR       (d) Distribución de
sensibilidades de entradas MA (e) Centil del 95% normalizado del valor absoluto de las sensibilidades (f) Localización de las

sensibilidades en el plano (Media, Desviación Típica)
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La Figura 3.e y la Figura 3.f identifican clara-
mente el subconjunto de variables de entrada del
aproximador que no influyen en la salida del mis-
mo. Las sensibilidades asociadas con las entradas
AR y con los últimos retardos de los errores han
quedado distribuidas en un estrecho intervalo
centrado en el origen (ver Figura 3.c y Figura
3.d), quedando caracterizadas por valores reduci-
dos de media, varianza y centil del 95%.

7. Aplicación a la predicción de la
demanda de energía eléctrica

P ara ilustrar la aplicación del modelo y de la
metodología de selección de variables pro-

puestos a un caso real de predicción en el ámbito
industrial, se presenta a continuación la predicción
de la demanda total de energía eléctrica en Fran-
cia. La predicción de la demanda de energía eléc-
trica juega un papel fundamental en la explotación
de los sistemas de energía eléctrica, ya que permi-
te programar adecuadamente la estrategia de ge-
neración. 

La demanda de energía eléctrica es una varia-
ble que presenta periodicidad diaria y semanal y
que se ve afectada de forma significativa por las
condiciones meteorológicas. Por estas razones,
además de la propia serie de demanda de energía
eléctrica (P) medida cada media hora, se utiliza-
rán dos series adicionales de datos como varia-
bles explicativas: la temperatura media (T) y la
nebulosidad media (N). La relación entre estas
variables explicativas  y la demanda de energía
no es una relación de tipo lineal, lo que justifica
la utilización de un modelo no lineal como el
NARMAX.

El período de muestreo de las variables meteo-
rológicas es de tres horas, por lo que será necesario
realizar una interpolación para sincronizarlas con la
serie de la demanda.  La base de datos cubre un
período de tres años, desde comienzos de1990 has-
ta finales de 1992. El primer año será utilizado co-
mo conjunto de entrenamiento, el siguiente como
conjunto de test, y el último para la validación.

El procedimiento de ajuste del modelo de pre-
dicción consta básicamente de tres pasos : selec-
ción de las variables explicativas, selección de la es-
tructura del modelo, ajuste de sus parámetros y va-
lidación del modelo finalmente ajustado. En nuestro
caso el modelo utilizado será el modelo NARMAX
utilizando una red neuronal RBFN como aproxima-
dor funcional. La selección de variables deberá pro-
porcionar los retardos de las componentes autorre-
gresivas, de media móvil y exógenas que realmente
son relevantes para la predicción. 

La selección de variables se realizará en dos pa-
sos, analizando en primer lugar y de forma conjun-
ta las componentes autorregresivas y exógenas, y
en segundo lugar las componentes de media móvil.

7.1. Análisis de las componentes
autorregresivas y exógenas

Para realizar la selección de variables del mo-
delo NARMAX se propone un procedimiento ite-
rativo en el que en cada iteración se aplica el aná-
lisis estadístico de sensibilidades a un modelo ajus-
tado con las variables explicativas (retardos de P,
T y N) seleccionadas en la iteración anterior, jun-
to con un nuevo grupo de variables explicativas
compuesto por los siguientes V retardos de P, T y
N (el entero V recibe el nombre de ancho de ven-
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1ª Iteracción 2ª Iteracción 3ª Iteracción

Demanda t-1, t-2, …, t-10 t-11, t-12, …, t-20 t-21, t-22, …, t-30
Temperatura (T) t-1, t-2, …, t-10 t-11, t-12, …, t-20 t-21, t-22, …, t-30
Nebulosidad (N) t-1, t-2, …, t-10 t-11, t-12, …, t-20 t-21, t-22, …, t-30

SERIES TEMPORALES
RETARDOS DE LAS VARIABLES EXPLICATIVAS DE P(T) QUE

SE AÑADEN A LOS YA SELECCIONADOS EN CADA ITERACCIÓN

Tabla I: Procedimiento iterativo de selección de variables (V=10).
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Figura 3: Aplicación del modelo NARMAX con RBFN(5 entradas AR, 5 entradas MA, 5 unidades ocultas) a la serie temporal:
y(t) = 0.7 e(t-1) e(t-2) + e(t) con e(t):N(0,1)

(a) Estimación de la salida (b) Estimación del ruido (c) Distribución de sensibilidades de entradas AR (d) Distribución de
sensibilidades de entradas MA (e) Centil del 95% normalizado del valor absoluto de las sensibilidades (f) Localización de las

sensibilidades en el plano (Media, Desviación Típica)
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tana). La Tabla 1 ilustra este procedimiento de se-
lección de variables que se repite hasta no obser-
var una mejora significativa del modelo.

Los retardos de la demanda, temperatura y
nebulosidad seleccionados como variables explica-
tivas de la demanda en el instante t quedan reco-
gidos en la Tabla 2.

Todas las variables explicativas que han sido
seleccionadas pueden ser justificadas por las si-
guientes consideraciones :

• las componentes autorregresivas selecciona-
das corresponden a la demanda inmediata-
mente anterior (t-1) y a las demandas del día
y de la semana anterior (t-47, t-48, t-49 y t-
335, t-336, t-337). Esta selección confirma
el carácter autorregresivo de la serie y su pe-
riodicidad diaria y semanal

• las medidas de temperatura utilizadas por el
modelo corresponden de forma similar a la
temperatura esperada en el mismo instante de
la predicción (t) y a las temperaturas observa-
das el día y la semana anterior (t-48 y t-336).
A estos retardos se suman las temperaturas
en t-30 y t-200. Estos dos últimos retardos
son también utilizados por EDF para modelar
el efecto de la temperatura en la demanda

• en el caso de la nebulosidad, el modelo sólo
utiliza el valor esperado en el mismo instante
(t) de la predicción, sin requerir la informa-
ción de valores observados en días anteriores 

Una vez identificadas las componentes auto-
rregresivas y exógenas del modelo, queda por ana-
lizar sus componentes de media móvil.

7.2. Análisis de las componentes
de media móvil

El procedimiento de identificación de las compo-
nentes de media móvil del modelo es análogo al des-
crito en el apartado anterior, de tal forma que en ca-
da iteración se aplica el AES al modelo ajustado con
el conjunto de variables explicativas seleccionadas
en el paso anterior y una nueva ventana de retardos
de los errores de estimación cometidos en el pasado
(componentes MA). El punto de partida de este
análisis será el conjunto de variables autorregresivas
y exógenas seleccionadas anteriormente.

Para evaluar la mejora del modelo durante el
procedimiento de identificación de sus componen-
tes de media móvil se utilizará el error porcentual
medio (MAPE) con horizonte de predicción h de-
finido por:

1               |ŷt+i|t – yt|              
MAPE = ——–––—∑∑————— —————

N                     yt

Ecuación 15

Como modelo de referencia se tomará el mo-
delo ajustado con las variables autorregresivas y
exógenas seleccionadas en el apartado anterior,
que tiene un MAPE del 6%.

La Tabla 3 ilustra el procedimiento de selec-
ción de las componentes de media móvil (con
V=48), presentando la evolución del MAPE con
un horizonte de predicción de 48 muestras (co-
rrespondiente a 24 horas) y los retardos de MA
seleccionados.

El modelo finalmente ajustado tiene un MAPE
del 1.8%, frente al MAPE del 6% del modelo au-
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Tabla 2: Componentes autorregresivas y exógenas seleccionadas mediante AES

Demanda (P) t-1, t-47, t-48, t-49, t-335, t-336, t-337

Temperatura (T) t, t-30, t-48, t-200, t-336

Nebulosidad (N) t

SERIES TEMPORALES RETARDOS DE LAS COMPONENTES AUTORREGRESIVAS Y EXÓGENAS SELECCIONADOS PARA EXPLICAR P(T)

N h

t=1 i=1



torregresivo obtenido en el apartado anterior. La
componente MA del modelo introduce una mejo-
ra significativa debido al efecto estabilizador de la
realimentación. En la Figura 4 se representa un
ejemplo de predicción de la curva de demanda
diaria con el modelo finalmente ajustado. Esta

aplicación de la metodología propuesta a un caso
real de predicción ha puesto de manifiesto la ca-
pacidad de representación del modelo NARMAX,
y la utilidad del Análisis Estadístico de Sensibilida-
des como herramienta de selección de variables
explicativas para la identificación del mismo.
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Figura 4 : Ejemplo de predicción de demanda con modelo NARMAX y horizonte de 24 horas

Predicción de la curva diaria de demanda con modelo NARMAX
Horizonte de predicción: 24 horas
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Tabla 3 : Evolución del MAPE (“Mean Average Percentage Error”) durante el procedimiento de identificación de las
componentes de media móvil

1 t-1 4%
2 t-1, t-48 3%

3 t-1, t-48, t-96 2,9%

4 t-1, t-48, t-96, t-144 2,8%

5 t-1, t-48, t-96, t-144, t-192 2,8%

6 t-1, t-48, t-96, t-144, t-192, t-240 2,9%

7 t-1, t-48, t-96, t-144, t-192, t-240, t-288 2,7%

8 t-1, t-48, t-96, t-144, t-192, t-240, t-288, t-336 1,8%

ITERACIÓN                     COMPONENTES DE MEDIA MÓVIL SELECCIONADAS MEDIANTE AES                          MAPE



8. Conclusiones

En este artículo se ha presentado la estructura y
los métodos de ajuste del modelo NARMAX, es-

pecialmente indicado para la predicción de series tem-
porales no lineales. Este modelo es una extensión del
modelo lineal autorregresivo de media móvil (ARMA),
en el que se ha sustituido la transformación lineal de
los regresores por un aproximador funcional no lineal.

Asimismo se ha propuesto un método de selec-
ción de las variables de entrada al aproximador fun-
cional (regresores), basado en el análisis estadístico
de las sensibilidades del modelo. Este método per-
mite identificar los órdenes autorregresivos (AR) y
de media móvil (MA) del proceso que se pretende
modelar, de tal forma que la eliminación de entradas
irrelevantes del modelo simplifica su estructura y
mejora sus prestaciones.

Finalmente se han presentado tres ejemplos de
predicción de series temporales, que ilustran las capaci-
dades del modelo propuesto y la aplicación de las téc-
nicas desarrolladas. Estos ejemplos muestran cómo el
modelo es capaz de extraer el ruido de la serie original,
y cómo el análisis estadístico de sus sensibilidades iden-
tifica los retardos de las distintas variables que real-
mente influyen en la salida del modelo. 

El último ejemplo presentado corresponde a un
caso real de predicción de la curva de demanda de
energía eléctrica. Esta aplicación es tan sólo un caso
más dentro del amplio abanico de situaciones en las
que la disponibilidad de un buen sistema de predic-
ción permite optimizar la planificación y el control
de los sistemas de producción. 

La creciente complejidad de los procesos industria-
les ha generalizado la instalación de sistemas de segui-
miento en continuo dando lugar a la necesidad de de-
sarrollar sistemas automáticos de tratamiento de los
enormes volúmenes de información que se generan.
Estos sistemas ([Muñoz et al., 1995],[Sanz et al.,
1996]) requieren nuevas herramientas de modelado
y/o predicción capaces de adaptarse a la continua evo-
lución de los procesos subyacentes, por lo que están
siendo en gran medida los responsables de los avances
realizados en área de identificación de sistemas no line-
ales con Redes Neuronales Artificiales. •a
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